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[bookmark: _Toc223595381][bookmark: _Toc18911]摘要
随着农业信息化与智能化的持续推进，农作物图像识别任务对模型精度和训练效率提出了更高要求。在实际边缘农业场景中，受网络传输开销、数据隐私受限及终端数据异构等因素制约，多源农作物图像数据难以集中建模与共享。联邦学习为解决"数据孤岛"提供了可行途径，但非独立同分布（Non-IID）数据条件下传统FedAvg算法易出现客户端漂移，边缘终端样本稀疏进一步使得模型收敛困难。针对上述问题，本文提出一种基于联邦学习协同训练的农作物图像识别研究方法。算法层面设计动态近端约束衰减机制，有效平抑Non-IID数据引发的模型漂移的同时保证模型充分学习特征；数据层面引入ImageNet预训练权重迁移并在微调时冻结浅层参数，结合Mixup数据增强改善小样本过拟合风险。系统以MobileNetV2及ResNet18为主干网络，搭建完整的联邦协同训练流程。实验在CIFAR-10数据集上独立验证了动态近端约束衰减机制的算法有效性，FedAvg基准准确率为69.84%，引入固定近端约束后提升至71.74%，进一步采用动态近端约束衰减提升至74.59%。在农作物数据集上的消融实验结果表明，ResNet18模型下FedProx完整方案准确率达86.62%，较无预训练及数据增强的FedAvg基线（62.12%）提升了24.5个百分点，MobileNetV2最高准确率达90.33%，各组件均有正向贡献。最后，本文基于PyQt5开发了可视化协同训练系统，集联邦训练监控与农作物图像分类识别功能于一体，为农业边缘场景下的隐私保护型图像识别提供了实现参考。
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[bookmark: _Toc27222][bookmark: _Toc223595382]ABSTRACT
With the continuous advancement of agricultural informatization and intelligentization, crop image recognition tasks demand higher model accuracy and training efficiency. In actual edge agriculture scenarios, due to factors such as network transmission overhead, data privacy constraints, and heterogeneous terminal data, it is difficult to centrally model and share multi-source crop image data. Federated learning provides a feasible way to solve the "data silo" problem, but the traditional FedAvg algorithm is prone to client drift under non-independent and identically distributed (Non-IID) data conditions, and the sparse samples of edge terminals further make model convergence difficult. To address the above problems, this paper proposes a crop image recognition research method based on federated learning collaborative training. At the algorithm level, a dynamic proximal constraint decay mechanism is designed to effectively suppress model drift caused by Non-IID data while ensuring that the model fully learns features; at the data level, ImageNet pre-trained weight transfer is introduced and shallow parameters are frozen during fine-tuning, combined with Mixup data enhancement to improve the risk of overfitting with small samples. The system uses MobileNetV2 and ResNet18 as the backbone network to build a complete federated collaborative training process. Experiments independently validated the effectiveness of the dynamic proximal constraint decay mechanism on the CIFAR-10 dataset. The FedAvg baseline accuracy was 69.84%, which improved to 71.74% after introducing fixed proximal constraints, and further improved to 74.59% by using dynamic proximal constraint decay. Ablation experiments on crop datasets showed that the FedProx complete solution achieved an accuracy of 86.62% under the ResNet18 model, a 24.5 percentage point improvement over the FedAvg baseline (62.12%) without pre-training and data augmentation. The highest accuracy on MobileNetV2 reached 90.33%, with each component contributing positively. Finally, a visual collaborative training system was developed based on PyQt5, integrating federated training monitoring and crop image classification and recognition functions, providing a practical reference for privacy-preserving crop image recognition in agricultural edge scenarios.

KEY WORDS: Federated learning; Non-IID; Crop image recognition; Dynamic proximal constraint decay; Pre-trained transfer learning
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[bookmark: _Toc15513]术语表
联邦学习（Federated Learning）：一种分布式机器学习范式，允许多个客户端在本地训练模型并仅共享模型参数更新，从而在保护数据隐私的前提下实现协同建模。
FedAvg（Federated Averaging）：联邦平均算法，联邦学习中最基础且应用最广泛的参数聚合策略，通过对各客户端本地训练的模型参数进行加权平均来更新全局模型。
FedProx（Federated Proximal）：联邦近端算法，在FedAvg基础上引入近端约束项，通过限制本地模型参数在训练过程中偏离全局模型的幅度来缓解客户端漂移问题。
非独立同分布（Non-IID）：指各客户端本地数据分布与全局数据分布不一致的情形，是导致联邦学习中客户端漂移现象的主要原因。
客户端漂移（Client Drift）：由于各客户端本地数据分布不一致（Non-IID），本地梯度更新方向与全局最优方向产生偏差，导致本地模型逐渐偏离全局最优解的现象。
近端约束（Proximal Constraint）：在本地损失函数中加入的正则化项，通过L2范数惩罚限制本地模型参数与全局模型参数的偏离幅度，是FedProx算法的核心机制。
Mixup：一种数据增强技术，通过对两张图像及其对应标签进行线性插值生成新的虚拟样本，以提升模型在异构数据环境下的泛化能力。
预训练（Pre-training）：在大规模通用数据集（如ImageNet）上进行的先行训练过程，旨在获得蕴含丰富通用视觉特征的预训练权重，用于下游任务的参数初始化。
迁移学习（Transfer Learning）：将在源域（如ImageNet）上预训练得到的模型参数迁移至目标域任务，使模型无需从头学习通用视觉特征，仅需针对目标任务进行参数微调，从而在小样本条件下快速收敛。
Dirichlet分布（Dirichlet Distribution）：一种多变量概率分布，本文用于模拟联邦学习中各客户端数据的Non-IID划分，通过控制参数调节数据异构程度，值越小各客户端数据分布差异越大。
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[bookmark: _Toc1626_ai][bookmark: _Toc1375]第1章 绪论
[bookmark: _Toc15997][bookmark: _Toc2423_ai_ai]1.1 选题背景及意义
近年来，随着现代农业向智能化与精准化方向演进，利用计算机视觉技术对田间作物进行自动识别与分类已成为智慧农业的核心环节。通过对小麦、水稻及玉米等主要粮食作物的图像进行高效分类，不仅能为农作物的生长监测与产量预测提供数据支持，也是实现农业无人化作业的基础。然而，在实际的边缘农业环境中，由于各生产主体如不同农场或研究机构之间存在严苛的数据隐私保护需求，且偏远农田的通信网络带宽有限，导致海量的作物图像数据难以汇聚到中心服务器进行集中式建模，从而产生了严重的“数据孤岛”问题，这一困境直接制约了深度学习模型的泛化能力与实际部署效果。为此，亟需构建一种兼顾数据隐私保护与模型性能提升的分布式学习范式。
联邦学习（Federated Learning）作为一种新兴的分布式架构，通过在本地进行模型训练并仅在网络中交互加密参数，为打破农业数据壁垒提供了一条可靠路径（王健宗, 2020; McMahan et al., 2017）。然而，真实的农业生产数据具有高度的非独立同分布Non-IID特征。不同地理节点的作物类别分布往往极不均衡，这种异构性会导致传统FedAvg算法在聚合时产生模型漂移，严重影响全局模型的收敛速度与分类精度。此外，边缘终端算力匮乏，难以支撑复杂的深度网络。因此，针对农业边缘场景下数据隐私、数据异构及算力受限的协同约束，研究一种融合动态近端约束与轻量化特征感知的联邦学习方法，以缓解非独立同分布数据引发的模型漂移问题，为深度学习技术在农业场景中的实际应用提供参考。
[bookmark: _Toc223595388_ai_ai][bookmark: _Toc6209_ai_ai][bookmark: _Toc32449][bookmark: _Toc8434_ai]1.2 国内外研究现状
[bookmark: _Toc18763]1.2.1 联邦学习在农业领域的应用
目前，国内外学者已开始探索联邦学习在分布式农业组织与管理系统中的应用（Friha et al., 2021）。相关综述性研究系统梳理了联邦架构在智慧农业中的理论发展与应用实践，阐明了其在降低敏感数据泄漏风险、保护农户权益方面的潜在优势（周传鑫, 2021）。在具体任务落地中，部分学者探讨了将联邦机制引入农业监测设备，以优化边缘节点的计算能效（汤敏睿 等, 2025）。然而，现有方案多基于理想的同分布数据假设，当面对真实农田中高度倾斜的小麦、水稻等作物样本比例时，系统的收敛稳定性仍面临巨大挑战。
[bookmark: _Toc12132_ai][bookmark: _Toc7450][bookmark: _Toc29549_ai]1.2.2 异构数据下的联邦算法优化
针对Non-IID数据引发的模型漂移现象，学术界主要通过强化聚合约束来抑制梯度畸变。FedProx算法被提出用于处理非凸优化环境下的异构网络，通过在局部损失函数中引入近端约束项，有效限制了本地更新与全局模型之间的偏差（Li et al., 2020; Kairouz et al., 2021）。该策略在工业视觉分类等领域展现了较强的鲁棒性，但在复杂的农业图像识别中，单纯依靠参数空间的数值约束，仍难以在轻量化模型框架下实现对关键作物纹理特征的深度提取与自适应感知。
[bookmark: _Toc18200]1.2.3 预训练与迁移学习
在图像识别任务中，大规模预训练已成为提升模型性能和加速收敛的通用范式。ImageNet数据集作为目前应用最广泛的大规模图像基准数据集，涵盖了超过100类的自然图像样本。在其上训练得到的预训练权重蕴含了丰富的通用视觉特征表示，从低层的边缘与纹理检测到高层的语义概念抽象均已充分习得。
迁移学习技术将这些预训练的通用特征表示迁移至目标域任务，使得模型无需从头学习基础视觉模式，仅需少量目标域样本即可完成参数微调（李响 等, 2023）。从头训练的随机初始化策略难以在有限的通信轮次内收敛到有意义的特征空间。通过加载ImageNet预训练权重，模型的初始参数已处于一个良好的特征提取状态，联邦训练过程仅需专注于对农作物图像特有分布的高层语义适配，从而大幅降低了收敛所需的通信开销与样本数量需求。
[bookmark: _Toc223595389_ai_ai][bookmark: _Toc24165_ai_ai][bookmark: _Toc22987]1.3 研究内容
本文针对农业边缘场景下数据异构与小样本稀疏的核心问题，研究并构建一种基于联邦学习的农作物图像协同训练系统。研究聚焦于以下五个方面：通过算法优化缓解Non-IID数据引发的客户端漂移问题；选取适合边缘部署的轻量化主干网络；引入预训练迁移与数据增强策略改善小样本收敛困难；构建完整的联邦训练实验流程；开发可视化交互平台验证系统工程可行性。各研究内容通过消融实验进行定量验证，以系统性地评估各组件对最终识别性能的贡献。
[bookmark: _Toc22200_ai][bookmark: _Toc11483]1.3.1 轻量化模型选取
在模型结构层面，选用轻量化的MobileNetV2与残差网络ResNet18作为特征提取主干。
MobileNetV2（Sandler et al., 2018）采用倒残差结构与深度可分离卷积，参数量仅约3.4M，推理速度快，适合边缘设备部署；ResNet18则以残差连接有效缓解梯度消失问题，参数量约11M，在农业图像分类任务中具有良好的特征提取能力（姜红花, 2023）。两者均可在资源受限的农业边缘终端上实现高效推理，满足联邦学习本地训练的轻量化需求。
[bookmark: _Toc10425_ai][bookmark: _Toc6821]1.3.2 联邦训练框架构建与初步验证
以CIFAR-10通用数据集为实验平台，采用Dirichlet分布策略（=1）对数据进行Non-IID划分，模拟真实联邦场景下各客户端数据分布不均衡的情形，搭建基础实验仿真平台。在统一的无预训练、无Mixup增强基线条件下，以ResNet18为主干网络，对比FedAvg、FedProx（固定）与FedProx（动态衰减）三种聚合策略的收敛性能与最终准确率，独立验证动态近端约束衰减机制的算法有效性，为后续复杂的农作物分类任务确立可靠的实验基准。
[bookmark: _Toc22965_ai][bookmark: _Toc17159]1.3.3 联邦聚合策略与动态参数设计
针对Non-IID数据引发的模型漂移现象，提出基于余弦衰减的动态近端约束机制。其核心思想是使近端约束系数随联邦训练轮次从预设初始值按余弦函数逐渐衰减至接近零的极小值：训练初期施加较强约束（较大）以保证全局聚合方向的稳定性，防止各客户端本地模型因Non-IID数据过度偏离全局最优；训练后期减弱约束以释放各客户端对本地数据分布的充分拟合空间，避免过强惩罚阻碍模型取得更高精度。与固定的FedProx相比，该动态衰减策略在CIFAR-10基准实验中取得了更高的准确率，验证了自适应约束调度的有效性。
[bookmark: _Toc16522]1.3.4 预训练与Mixup数据增强
加载在ImageNet大规模图像数据集（Deng et al., 2009）上预训练得到的ResNet18与MobileNetV2权重作为联邦训练的初始化参数，使各客户端模型无需从随机权重重新学习底层视觉特征，仅需专注于农作物图像特有分布的高层语义适配。在联邦微调（Fine-tuning）阶段，冻结主干网络浅层参数以保留通用视觉特征，仅对高层特征提取层与分类头进行梯度更新。同时引入Mixup混合增强方法，在各客户端本地训练时对批次内图像随机配对并执行线性插值，扩充本地有效训练样本的分布范围，缓解小样本条件下的过拟合风险。消融实验结果表明，预训练迁移是性能提升的最关键组件。
[bookmark: _Toc16438][bookmark: _Toc19674_ai]1.3.5 可视化交互系统设计与实现
基于PyQt5框架设计并实现桌面端可视化交互平台，集成联邦训练监控与农作物图像分类识别两大功能模块。训练监控模块提供算法（FedProx动态/FedProx/FedAvg）、主干网络（MobileNetV2/ResNet18）、数据集（Crop/CIFAR-10）等参数的图形化配置界面，支持训练启停控制，并通过进度条与日志终端实时展示通信轮次、当前准确率与训练损失等状态信息；训练完成后自动弹出结果分析窗口，展示准确率与损失曲线图及性能指标汇总表格，支持图表与数据导出。农作物分类识别模块支持用户手动加载本地模型文件或一键恢复内置最优全局模型，上传JPG/PNG格式农作物图像后执行前向推理，返回预测类别（水稻/小麦/玉米）、置信度及推理耗时，并支持Top-3结果展示与低置信度预警（阈值0.4）。
[bookmark: _Toc1031][bookmark: _Toc722_ai_ai][bookmark: _Toc14381_ai]1.4 研究方法和技术路线
[bookmark: _Toc11720]1.4.1 研究方法
本文采用理论研究与实验验证相结合的研究方法。首先系统梳理联邦学习、农业图像识别、异构数据优化及轻量化视觉模型等领域的国内外研究成果，明确农作物图像分布式建模的关键科学问题与技术挑战，重点分析FedAvg、FedProx等经典联邦聚合算法的适用场景与局限性，为后续算法改进提供理论依据。然后设计控制变量实验，在CIFAR-10标准数据集上对比FedAvg与FedProx（固定/动态衰减）的算法性能，独立验证动态近端约束衰减机制的有效性，实验控制条件包括统一的无预训练、无Mixup增强基线，相同的网络结构（ResNet18）与超参数配置。在Crop农作物数据集上采用逐步叠加组件的消融策略，系统量化预训练迁移、动态衰减与Mixup混合增强三个核心组件对识别性能的贡献，通过控制变量法分别验证各组件的独立作用与协同效应，并对ResNet18与MobileNetV2两种主干网络进行横向对比，评估联邦优化策略的跨架构普适性。最后基于PyQt5框架构建桌面端可视化交互平台，集成模型训练监控、参数配置与农作物图像分类识别功能，通过系统演示验证所提策略在农业边缘场景中的工程可行性。
[bookmark: _Toc22487][bookmark: _Toc1411_ai]1.4.2 技术路线
本文的总体技术路线如图1-1所示，涵盖数据准备、模型构建、算法优化、实验验证和系统实现五个主要阶段，各阶段相互衔接，构建联邦农作物图像识别协同训练系统的完整研究流程。
一、数据准备阶段
西北农林科技大学本科毕业论文
作者简历
本研究使用两类数据集开展实验。标准数据集方面，采用CIFAR-10作为算法验证基准，共包含60000张32×32像素的十类图像，按Dirichlet分布策略进行Non-IID异构划分，分配至20个联邦客户端。自建数据集方面，收集小麦、玉米、水稻三类农作物图像各1000张共3000张，构成Crop数据集，图像统一缩放至224×224像素，按约3:1比例划分为训练集与测试集，转换为NPZ格式后以相同的Non-IID策略分配至10个联邦客户端，模拟不同农业生产主体持有不同类别作物数据的实际场景。此外，通过网络爬取额外收集三类农作物图像各100张，构成共300张的扩展泛化集（JPG格式），不参与任何训练过程，专用于评估模型的跨域泛化能力。








[image: 技术路线图_极简高级版 (5)]图 1-1 技术路线图
二、模型构建阶段
选取ResNet18与MobileNetV2作为特征提取主干网络，针对CIFAR-10（32×32）与Crop（224×224）的不同输入尺寸对首层结构进行适配性调整：CIFAR-10场景下将ResNet18首层卷积核由7×7改为3×3、步长由2改为1并移除最大池化层，以保留小尺寸图像的空间特征；Crop场景下保留原始大核结构以充分提取多尺度特征。两种主干网络均加载ImageNet预训练权重作为联邦训练的初始化参数，冻结浅层参数以保留通用视觉特征，仅对高层特征提取层与分类头进行梯度更新，使各客户端在小样本条件下无需从头学习底层视觉特征，加速联邦收敛。在此基础上分别构建FedAvg与FedProx两种联邦聚合框架。
三、优化策略设计阶段
针对FedProx固定近端约束系数难以适应不同训练阶段的问题，设计了基于余弦函数的动态近端约束衰减机制，使约束系数随训练轮次按余弦曲线逐渐衰减至接近零，在训练前期保证聚合方向稳定，在训练后期释放各客户端对本地数据的充分拟合空间。同时引入Mixup混合增强，在各客户端本地训练时对批次内图像随机配对并执行线性插值，扩充本地有效训练样本的分布范围，缓解小样本条件下的过拟合风险。
四、实验验证阶段
实验分三个层次展开。首先在CIFAR-10数据集上独立验证动态衰减机制的有效性，在无预训练、无Mixup的统一基线条件下，对比FedAvg、FedProx（固定）与FedProx（动态衰减）三种联邦算法的收敛表现。随后在Crop数据集上设计多组消融实验，分别考察预训练迁移、Mixup增强、动态衰减三个组件对最终识别性能的影响。最后对ResNet18与MobileNetV2两种主干网络进行完整方案的横向对比，并在扩展泛化集上测试模型的跨域泛化准确率、推理时间与图像预处理时间，评估其在真实农业图像分类识别场景下的实际可行性。
五、可视化系统实现阶段
基于PyQt5框架设计并实现可视化交互系统，集成联邦训练监控与农作物图像分类识别两大功能模块。训练监控模块提供算法、主干网络、数据集等参数的图形化配置界面，支持训练启停控制，通过进度条与日志终端展示通信轮次、准确率与损失等状态信息，训练完成后自动弹出结果分析窗口，展示准确率与损失曲线及性能指标汇总，支持图表与数据导出；农作物分类识别模块支持加载训练好的模型对单张图像进行推理识别，完成系统工程可行性验证。


[bookmark: _Toc15294_ai][bookmark: _Toc3815]第2章 相关理论基础与技术简介
[bookmark: _Toc19212_ai_ai][bookmark: _Toc2161][bookmark: _Toc448094853]2.1 联邦学习理论基础
联邦学习（Federated Learning）是一种分布式机器学习范式。与传统集中式训练不同，联邦学习通过在多个本地客户端与中心服务器之间进行模型参数或梯度交互，实现全局模型的协同训练。其核心机制在于原始数据保留在各个参与方本地，仅将训练后的模型更新信息上传至服务器（McMahan et al., 2017）。
[bookmark: _Toc448094852_ai][bookmark: _Toc485048993_ai][bookmark: _Toc8472_ai][bookmark: _Toc17493]2.1.1 联邦学习架构
典型的联邦学习系统主要由中心协调端（服务器）和若干本地训练节点（客户端）构成。在每一轮通信迭代中，整个系统的运行流程通常分为三个阶段。中心服务器初始化全局模型参数，并将其下发至各个参与本轮训练的客户端。各客户端在本地利用自有数据对接收到的模型进行前向传播与反向传播计算，更新本地模型参数。最后，客户端将更新后的参数或梯度差异上传至中心服务器，由服务器按特定规则进行参数聚合，生成新一轮的全局模型。不断循环此过程，直至全局模型在验证集上达到收敛条件（董华 等, 2025）。通过联邦学习架构，系统能有效避免底层数据的跨节点传输。
[image: Image_1778866323946_929]图 2-1 联邦学习架构图

[bookmark: _Toc1342_ai][bookmark: _Toc18701]2.1.2 联邦平均算法
在联邦学习的参数聚合阶段，联邦平均算法（Federated Averaging, FedAvg）是最基础且应用最广泛的实现策略。算法假设共有K个客户端参与训练，每个客户端k拥有的本地数据量为，总数据量为N。在第t轮通信中，中心服务器将当前的全局模型参数广播给各客户端。
客户端k接收到后，将其作为本地模型的初始权重，并利用本地数据集在目标函数上执行个训练轮次的随机梯度下降（SGD）更新，得到本地更新后的模型参数。完成本地训练后，各客户端将参数上传。中心服务器则根据各客户端的样本数量占总样本量的比例，对收集到的本地模型参数进行加权平均聚合，全局更新公式为：

通过上述公式，FedAvg算法能够将多个本地节点分散学习到的特征映射整合到统一的全局模型中，进而驱动整个分布式网络的协同优化。
[bookmark: _Toc15336]2.2 异构数据环境下的联邦优化
在实际的分布式场景中，联邦学习面临的一个主要挑战是各个客户端数据的统计异构性（Statistical Heterogeneity）。针对这一问题进行算法层面的优化，是保障联邦协同训练效果的关键步骤。
[bookmark: _Toc8644]2.2.1 Non-IID数据与客户端漂移
标准的联邦平均算法（FedAvg）在假设所有客户端数据满足独立同分布（Independent and Identically Distributed, IID）条件时能够表现出良好的收敛性。然而在实际农业应用中，不同农户或基地采集的图像在作物品种及样本数量上往往存在较大差异，即数据呈现出明显的非独立同分布（Non-IID）特征（黄炯炯, 2024）。
在Non-IID数据环境下，各个客户端的本地数据分布与全局数据分布并不一致，导致其本地优化的经验风险函数与全局目标函数存在偏差。因此在客户端执行多步本地梯度下降时，本地模型参数会过度拟合于本地的数据分布，逐渐偏离全局最优解的方向。这种现象被称为“客户端漂移”（Client Drift），易导致聚合后的全局模型性能下降，甚至引发训练过程的震荡和发散。
[bookmark: _Toc12446]2.2.2 FedProx算法约束机制
为了缓解Non-IID数据带来的客户端漂移问题，Li等提出了FedProx算法。该算法在FedAvg的基础上对本地训练的目标函数进行了修正，通过引入近端约束项（Proximal Term）来限制本地模型参数在更新过程中的偏移幅度。
在传统的FedAvg算法中，由于各客户端数据分布差异较大，本地模型在独立训练过程中容易朝着不同方向更新，导致本地模型与全局模型之间产生较大的偏差。这种偏差会随着通信轮次的增加而不断累积，最终严重影响全局模型的收敛性能。
FedProx的核心思想是：在本地模型学习本地特征的同时，利用近端约束项强制其与全局模型的差距保持在可控范围内。具体而言，FedProx在本地目标函数中引入了参数偏移惩罚项，当本地模型过度偏离从服务器接收到的全局模型时，将受到额外的惩罚约束。这种机制既保留了FedAvg中本地模型自主学习的能力，又通过近端约束有效限制了参数漂移的程度。
通过调节近端项强度参数的大小，系统可以在拟合本地数据和保持全局一致性之间灵活调整平衡点。当值较小时，本地模型拥有较大的自主学习空间；当值较大时，本地模型被强制靠近全局模型。这种自适应的正则化机制使得FedProx在面对高度异构的数据分布时，依然能够保证联邦学习的稳定性与全局收敛效率。
[bookmark: _Toc223595392_ai_ai][bookmark: _Toc4019][bookmark: _Toc3929_ai_ai]2.3 轻量化卷积神经网络
在农作物图像识别任务中，卷积神经网络（CNN）能够有效提取农作物图像中的特征，在分类识别任务中表现良好。然而传统深度卷积模型参数量庞大、推理开销高，在边缘终端资源受限环境下难以部署。轻量化卷积神经网络通过重构卷积操作与网络拓扑结构，在显著压缩参数规模的同时保持了较高的识别精度，为边缘场景下的模型部署提供了可行方案（贾涵, 2021）。
[bookmark: _Toc8385_ai][bookmark: _Toc10423]2.3.1 ResNet18
随着深度卷积神经网络层数的不断增加，模型在训练过程中极易出现梯度消失、梯度爆炸以及网络退化等问题，导致深层网络的性能反而不如浅层网络。为了解决这一瓶颈，ResNet模型（He et al., 2016）引入残差学习框架：不再要求网络的隐藏层直接拟合潜在的底层映射函数，而是拟合残差。
在具体的残差块（Residual Block）结构中，输入通过跨层短接（Shortcut Connection）直接跳过一个或多个权重层，与处理后的输出进行逐元素相加，最后再经过激活函数传递至下一层。这种恒等映射机制不仅不会增加额外的参数量和计算复杂度，还能保证梯度在反向传播时能够顺畅地流向浅层网络，从而有效缓解了深层网络难以训练的问题。
[bookmark: _Toc20753_ai][bookmark: _Toc28498]2.3.2 MobileNetV2
在农业边缘计算场景下，受限于终端设备的算力、内存以及联邦学习中的通信带宽制约，参数庞大的传统深度卷积网络难以直接部署应用。MobileNetV2（Sandler et al., 2018）作为极具代表性的轻量化卷积神经网络，专门针对移动端与资源受限环境进行了深度优化，能够在极低的计算开销下保持较高的识别精度。
该网络的核心基础在于用深度可分离卷积（Depthwise Separable Convolution）替代标准卷积。深度可分离卷积将标准卷积分解为相互独立的两步：首先是深度卷积（Depthwise Convolution），为每个输入通道单独分配一个卷积核进行空间特征提取，保持通道数不变；其次是逐点卷积（Pointwise Convolution），利用1×1卷积核对深度卷积的输出进行通道方向上的线性组合，实现跨通道的信息融合。与标准卷积同时处理空间和通道相比，这种解耦方式使得模型的乘加运算量和参数量大幅减少。
​在此基础上，MobileNetV2提出了两大关键创新以弥补轻量化带来的性能损失：一是倒残差结构（Inverted Residuals）。与传统残差结构相反，倒残差结构采用“升维-卷积-降维”的策略，先通过1×1卷积在高维空间提取丰富特征，再降维输出；二是线性瓶颈（Linear Bottlenecks）。网络在降维后的瓶颈层去除了非线性激活函数（如ReLU），采用线性激活以避免低维空间下的特征信息丢失（叶名炀和张杰强, 2022）。
[bookmark: _Toc27457_ai_ai][bookmark: _Toc2358]2.4 本章小结
本章详细介绍了支撑本课题研究的核心理论与技术框架。首先概述了联邦学习的基本架构与基础聚合算法FedAvg，为分布式协同训练提供了整体认知；随后针对实际分布式环境下的Non-IID数据挑战，详细推导了FedProx算法的近端约束优化机制；接着分析了以MobileNetV2和ResNet18为代表的轻量化卷积神经网络的结构优势，为客户端视觉模型的选择提供了依据。上述理论与技术基础，共同为下一章协同训练系统的方法设计与具体实现奠定了坚实的前提。





[bookmark: _Toc2115_ai][bookmark: _Toc19035][bookmark: _Toc223595395]第3章 系统设计与方法研究
[bookmark: _Toc4781][bookmark: _Toc223595395_ai_ai][bookmark: _Toc3613_ai_ai]3.1 系统总体架构设计
本文所构建的农作物图像识别协同训练系统采用联邦学习架构，由服务器（中心协调端）和多个客户端（本地训练节点）组成，各方图像数据不出本地，通过多轮通信迭代完成全局模型训练。每轮包含四个阶段：服务器把当前全局模型发给选中的客户端；客户端拿本地图像数据训练若干步（本地轮次）；客户端把更新后的参数上传回服务器；服务器对所有参数做加权聚合，生成新的全局模型。然后进入下一轮，循环（全局轮次）直至模型收敛。
在联邦服务端，服务器负责维护全局模型的状态更新，在每轮迭代开始时将当前全局模型参数广播至参与本轮训练的客户端，并在收到各客户端上传的本地更新参数后，依据预设的加权聚合算法对其进行参数融合，生成新一轮的全局模型。在客户端，每个参与节点以接收到的全局模型参数为初始化权重，结合本地存储的农作物图像数据完成本地梯度更新，随后将训练结果返回服务器。在整个训练过程中，原始图像数据始终保留在各客户端本地，服务器仅处理模型参数，实现了数据隐私保护与协同建模的统一。
联邦训练任务由统一的调度模块负责客户端选取与训练进度管理，聚合操作依据各客户端的本地样本量进行加权平均计算，确保不同规模客户端的贡献得到合理体现。
[bookmark: _Toc223595396_ai_ai][bookmark: _Toc20211_ai][bookmark: _Toc30810_ai_ai][bookmark: _Toc11753]3.2 联邦学习算法的分析与优化
[bookmark: _Toc31053]3.2.1 固定近端约束的局限性分析
如第2章所述，Non-IID数据导致各客户端本地优化方向偏离全局最优，产生客户端漂移（Client Drift）问题。FedProx通过在本地目标函数中引入近端约束项来限制参数偏移幅度，本地训练目标函数定义为：

式中为客户端的本地经验损失，为第轮从服务器接收的全局参数，为近端约束系数。该近端项在几何意义上相当于对本地参数更新施加了一个指向全局参数的向心力，越大则约束越强，模型参数向全局参数靠拢的程度越高。
固定的约束系数依旧存在一定的局限性。在训练初期，客户端模型参数与全局模型差异较大，客户端本地更新的参数偏移程度较大，需要较强的约束来保证聚合稳定性；而随着训练的推进，模型逐渐靠近最优点，此时过强的约束反而限制各客户端对本地数据分布的充分拟合，阻碍全局模型取得更高的精度。由此本文提出了一种基于动态近端约束衰减机制的FedProx算法。
[bookmark: _Toc12582_ai][bookmark: _Toc4809]3.2.2 动态近端约束衰减机制设计
针对固定近端约束在不同训练阶段的自适应能力不足的问题，本文提出了一种基于余弦衰减的动态近端约束机制。其核心思想是使近端约束系数随联邦训练轮次从预设的初始值逐渐衰减至接近于零的极小值，在训练前期施加较强约束以保证收敛稳定性，在训练后期减弱约束以释放局部拟合空间。
[image: Image_1778870080998_922]图 3-1 动态近端约束余弦衰减曲线
动态的调度函数设计如下：

其中为约束系数的初始值，为当前联邦训练轮次，为总训练轮数。该余弦衰减函数在训练初期维持较高约束强度，在训练中期开始平缓下降，到训练后期趋近于零。与线性衰减相比，余弦衰减在中后期保持了较长的适中约束区间，使模型在即将收敛的阶段无需经历约束强度的剧烈变化。
作者简历
该衰减策略的设计依据在于：随着联邦训练的进行，各客户端的本地模型不断向全局最优靠近，其参数偏移的自然幅度本就逐渐减小，因此外部约束的需求也随之递减。动态衰减机制的引入使得模型能够在训练早期从全局聚合的稳定性中获益，在训练后期又不会被过强的约束所限制。上述动态衰减策略的执行流程如算法3-1所示。

	算法3-1 FedProx——基于动态近端约束衰减的联邦优化算法

	输入：客户端集合K，总轮次T，初始全局模型，初始近端系数，

	本地训练轮次E，批次大小B

	输出：全局模型

	1:  for = 0, 1, ..., −1 do

	2:      服务器计算动态近端系数

	3:      服务器将全局模型广播至全部客户端

	4:      for each client  ∈ （并行）do

	5:          以为初始化，使用本地数据最小化局部目标

	6:          执行轮SGD，得到本地更新参数

	7:          将上传至服务器

	8:      end for

	9:      服务器按样本量加权聚合：

	10:  end for

	11:  return 


[bookmark: _Toc6796]3.3 基于小样本条件的优化策略
在小样本数据条件下，联邦客户端若从随机权重开始训练，往往面临收敛速度慢、局部模型泛化能力弱等问题，尤其在数据分布异构明显的情况下，局部优化容易陷入偏差较大的局部最优，导致全局聚合效果欠佳。为此，本研究采用了基于ImageNet预训练权重的迁移学习策略和Mixup混合增强方法。
[bookmark: _Toc28942]3.3.1 ImageNet预训练权重迁移
联邦场景下各客户端的数据规模十分有限，在本文的Crop农作物数据集中，受 Dirichlet分布（=1）的影响，各客户端实际持有的样本量在150至350张之间波动，平均约224张。在如此稀疏的数据条件下，随机初始化的模型在完整联邦通信内难以习得有区分力的视觉特征表示。
本研究采用ImageNet预训练的ResNet18与MobileNetV2权重作为联邦训练的初始化。具体而言，每个客户端在加入联邦训练之前，其本地模型统一加载预训练的主干网络权重（不包含顶部分类层）。由于预训练权重已包含丰富的通用视觉特征，各客户端只需在联邦训练过程中对最后的分类层进行局部优化，主干网络的部分参数在联邦聚合的迭代中被不断更新适配。
预训练权重通过HuggingFace PyTorch Image Models（timm）库获取，其对应的pth模型文件直接部署在训练服务器上，客户端在训练开始时从服务器下载的全局模型参数中继承这些预训练特征，因此预训练的有效性在联邦框架内被所有参与节点共享。
[bookmark: _Toc21731_ai][bookmark: _Toc9438]3.3.2 Mixup混合增强方法
Mixup是一种基于样本插值的数据增强方法（Zhang et al., 2018）。给定两个训练样本和，Mixup按如下方式生成新的虚拟训练样本：


其中，为超参数，在本文实验中设定为0.2。Mixup通过引入样本间的连续线性插值，迫使模型在训练样本之间学习平滑的预测边界，从而有效提升模型的泛化能力。
在联邦学习场景下，Mixup在各客户端本地训练时独立应用，服务器端不涉及任何增强操作。每个客户端在每轮本地训练过程中，对其训练批次内的图像随机配对并执行Mixup操作，扩充本地有效训练样本以缓解各客户端模型过拟合的风险。
[bookmark: _Toc9402_ai_ai][bookmark: _Toc8536]3.4 本章小结
本章从系统架构与方法设计两个层面对农作物图像识别协同训练系统进行了详细阐述。在系统架构层面，描述了联邦服务端与客户端的分工机制及整体通信训练流程。在模型设计层面，选取MobileNetV2与ResNet18作为轻量化主干网络，并针对CIFAR-10与Crop两种输入尺寸对首层卷积结构进行了适配性调整。在训练策略层面，引入ImageNet预训练迁移机制解决了小样本联邦场景下收敛困难的问题，同时引入Mixup混合增强方法扩充本地有效训练样本的分布范围，缓解过拟合风险。在算法层面，设计了动态近端约束的改进联邦优化算法FedProx，使约束强度能够随训练进程自适应调整，有效缓解了Non-IID数据下的客户端漂移问题。上述设计共同构成了本文方法的完整技术框架，为下一章的实验验证提供了方法支撑。

[bookmark: _Toc6031_ai][bookmark: _Toc27223][bookmark: _Toc223595399]第4章 实验与结果分析
[bookmark: _Toc223595399_ai_ai][bookmark: _Toc16051_ai_ai][bookmark: _Toc390][bookmark: _Toc5712_ai]4.1 实验环境与数据集配置
[bookmark: _Toc7465][bookmark: _Toc1166_ai]4.1.1 数据集配置
算法验证数据集（CIFAR-10）：CIFAR-10是联邦学习算法研究中广泛采用的标准图像分类基准数据集，包含10个类别共60000张32×32像素的彩色图像，其中50000张用于训练，10000张用于测试（Krizhevsky, 2009）。在联邦训练配置中，训练集依据Dirichlet分布（=1）划分至各客户端，以模拟实际场景中的Non-IID数据分布特征，确保消融实验在可控的异构条件下进行。
目标应用数据集（Crop）：农作物图像数据集由网络搜集整理的小麦、玉米、水稻三类农作物图像构成，每类包含1000张图像，图像分辨率统一调整为224×224像素。数据集按约3:1比例划分为训练集（2245张）与测试集（755张），转换为NPZ格式后，以与CIFAR-10相同的Non-IID分布策略分配至各客户端，以模拟不同农业生产主体持有不同类别作物数据的实际场景。
扩展泛化集：为评估模型对未见数据源的跨域泛化能力，通过网络爬取方式额外收集小麦、玉米、水稻三类农作物图像各100张，共300张，图像分辨率大小不一，包含JPG和PNG等常见图片格式，模仿真实拍摄的农作物图像异构情况。该数据集与训练集来源不同，用于测试模型在真实多样化场景下的泛化性，不参与训练过程。
[bookmark: _Toc16282]4.1.2 实验环境及训练参数
本文实验在配备NVIDIA Tesla T4显卡的服务器平台上完成，操作系统为Ubuntu 18.04，深度学习框架采用PyTorch 2.0.0，CUDA版本为11.7，Python版本为3.11。
西北农林科技大学本科毕业论文
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在训练参数设置方面，由于CIFAR-10和Crop两个数据集的特性存在差异，两者的学习率衰减策略分别经过实验调参确定。主要实验参数配置如表4-1所示，CIFAR-10采用较为激进的衰减策略（衰减系数0.2），而Crop采用更平缓的衰减策略（衰减系数0.5）。这是因为Crop数据集中小麦与水稻之间的形态相似度较高，谷物在成长期时颜色、纹理和形状上差异较小，需要更精细的特征区分能力。因此，Crop在训练中期需要维持相对更大的学习率，以进一步微调模型参数，避免学习率衰减过快导致模型尚未充分学习这些细微差异就已收敛。




	参数名称
	CIFAR-10取值
	Crop取值

	联邦客户端数量
	20
	10

	参与率（Fraction）
	1
	1

	全局通信轮次
	70
	70

	本地训练轮次
	3
	3

	初始学习率
	0.05
	0.05

	学习率衰减轮次
	40，60
	20，40，60

	学习率衰减系数
	0.2
	0.5

	批次大小（Batch Size）
	64
	64

	优化器
	SGD
	SGD

	初始近端约束
	0.1
	0.1

	近端衰减系数 
	0.1
	0.1

	mixup系数 
	0
	0.2

	Dirichlet分布 
	1
	1


表4-1 主要实验参数配置
[bookmark: _Toc223595400_ai_ai][bookmark: _Toc1543_ai_ai]注：参与率（Fraction）为1代表每轮全局通信中所有客户端均参与本地训练。
[bookmark: _Toc28006]4.2 基于CIFAR-10的改进FedProx算法初步验证
为在排除数据增强与迁移学习等外部因素的条件下，独立检验动态近端约束衰减机制的算法有效性，本节在CIFAR-10标准数据集上以ResNet18为主干网络，在统一的无预训练、无Mixup增强的控制条件下进行三组对比实验。三组实验仅改变联邦学习算法，其余配置均保持一致。实验结果如表4-2所示。
表4-2 动态近端约束在CIFAR-10上的算法验证结果
	联邦算法
	测试准确率（%）

	FedAvg
	69.84

	FedProx（固定）
	71.74

	FedProx（动态）
	74.59


注：结合完整的配置（预训练+Mixup）后，FedProx（动态）在CIFAR-10的测试准确率可达86.53%。

实验结果表明，在无预训练、无Mixup的基线控制条件下，FedProx（固定）相较于FedAvg取得了1.90个百分点的提升（71.74%→69.84%），验证了近端约束在Non-IID条件下对模型漂移的抑制作用。进一步地，FedProx（动态）相较于固定版本又取得了2.85个百分点的提升（71.74%→74.59%），说明动态衰减策略在训练后期释放了约束限制，使模型获得了更好的收敛精度。综合而言，动态近端约束衰减机制相较于FedAvg基线获得了4.75个百分点的净提升，其算法有效性得到了独立验证。需要指出的是，本节为控制变量条件下的算法验证实验，旨在独立评估优化算法的性能，无附加预训练和Mixup等配置。
[bookmark: _Toc23217_ai_ai][bookmark: _Toc22627_ai][bookmark: _Toc1307][bookmark: _Toc223595401_ai_ai]4.3 基于Crop的消融实验分析
[bookmark: _Toc31076]4.3.1 FedAvg算法下的预训练与数据增强效果初步验证
本节以Crop农作物图像作为数据集，以ResNet18为主干网络，在FedAvg算法框架下验证预训练迁移与Mixup数据增强对识别性能的贡献。实验结果如表4-3所示，从表中可以看出，在不使用预训练与Mixup的条件下，FedAvg（基线组）在Crop数据集上的测试准确率仅为62.12%，这反映了联邦场景下小样本客户端从头训练的收敛困难。引入ImageNet预训练后（+pretrained组），准确率大幅提升至82.91%，增益达20.79个百分点。这是因为农作物图像（如小麦与水稻）在视觉表现上具有极高的相似性，在本地样本规模较小时，传统的随机初始化方案难以引导模型有效提取出具有辨识度的特征。通过加载ImageNet预训练权重，模型得以利用在大规模通用数据集上习得的基础视觉表达能力，将联邦微调的重心从底层的特征提取转向高层的语义分类，从而大幅降低了小样本条件下的优化难度。在预训练基础上引入Mixup（+pretrained+Mixup组），准确率进一步微升至83.05%。说明通过对图像特征与标签进行线性插值生成虚拟样本，可以丰富本地客户端有限的数据分布空间，这种策略在有限样本条件下具备一定的改善效果。
表4-3 FedAvg算法下各组件消融实验结果
	组别
	预训练
	Mixup
	测试准确率（%）

	基线
	×
	×
	62.12

	+预训练
	√
	×
	82.91

	+预训练+Mixup
	√
	√
	83.05


[image: Image_1778429892565_325]图 4-1 FedAvg在Crop数据集上的消融结果
[bookmark: _Toc5993_ai][bookmark: _Toc20031]4.3.2 FedProx算法下完整组件效果验证
本节在FedProx算法框架下评估预训练、动态近端约束衰减机制（动态）与Mixup三组件在Crop数据集上的协同效果。实验以逐步叠加的方式从最简配置推进至完整配置，结果如表4-4所示。从消融结果可以看出，无预训练条件下FedProx（基线组）的准确率仅为62.25%，在缺少预训练提供有意义初始化的情况下，模型对Non-IID分布数据集特征提取能力严重受限。加入预训练后（+pretrained组），准确率跃升至85.30%，预训练为小样本条件下模型的收敛提供了必要前提。在预训练基础上引入动态衰减（+pretrained+decay 组），准确率提升至85.70%，验证了动态约束衰减在训练后期释放拟合空间的增益效果。进一步加入Mixup后的完整配置（+pretrained+decay +Mixup组）取得86.62%的最高准确率，在Crop数据集上实现了三组件的充分协同。综合表4-3与表4-4的结果，在相同预训练+Mixup条件下，FedProx（动态)算法准确率（86.62%）优于FedAvg算法准确率（83.05%）。从单项增益幅度看，预训练迁移贡献最为显著；动态衰减与Mixup增强在预训练基础上提供进一步增益，二者主要体现为对 Non-IID 聚合稳定性和小样本泛化能力的补充优化。
表4-4 FedProx算法下各组件消融实验结果
	组别
	预训练
	动态
	Mixup
	测试准确率（%）

	基线
	×
	×
	×
	62.25

	+预训练
	√
	×
	×
	85.30

	+预训练+动态
	√
	√
	×
	85.70

	+预训练+动态+Mixup
	√
	√
	√
	86.62


注：动态为本文提出的衰减策略[image: table2_crop_prox]。
图 4-2 FedProx在Crop数据集上的消融结果
[bookmark: _Toc4003][bookmark: _Toc20153]4.3.3 主干网络对比与泛化能力分析
表4-5呈现了MobileNetV2与ResNet18在相同完整方案配置下的综合性能对比。为了全面评估模型的鲁棒性与实际应用价值，本节设计了跨数据源的交叉验证。测试不仅在包含755张样本的标准测试集上进行，还额外从网络爬取了300张农作物图片（包含小麦、玉米、水稻3个类别，每类各100张）构建了扩展泛化集。
从识别准确率来看，两种主干网络在不同数据源上均表现出较高的精度，差距保持在5个百分点以内，表明本文所提的联邦优化策略具有良好的跨网络架构普适性。值得关注的是，模型在扩展泛化集上的准确率（MobileNetV2为91.00%，ResNet18为87.67%）略高于标准测试集。这一结果表明，模型在扩展泛化集上未出现明显性能下降，对不同光照和背景条件下的农作物图像具有一定适应能力。但由于扩展泛化集规模仍相对有限（仅300张），且图像质量相对较高，后续有待在更大规模真实田间图像上进一步验证模型的泛化能力。
在效率评估方面，MobileNetV2与ResNet18的单样本前向推理时间均保持在8 ms左右。虽然在推理阶段两者耗时相近，且图像的预处理环节占据了主要的运算时间（约34~35 ms），综合来看，MobileNetV2凭借其深度可分离卷积在参数量和模型体积上的轻量化优势，结合其在泛化集上可达91.00%的准确率和更高的置信度（0.86），在小样本边缘端实时农业识别应用中展现出更高的整体识别优势。
表4-5 两种模型完整方案的识别性能
	主干网络
	标准测试集
	扩展泛化集

	
	准确率
	置信度
	推理时间
	准确率
	置信度
	推理时间
	预处理时间

	MobileNetV2
	90.33%
	0.79
	7.92ms
	91.00%
	0.86
	8.09ms
	35.34ms

	ResNet18
	86.62%
	0.78
	8.10ms
	87.67%
	0.82
	7.65ms
	34.25ms


[bookmark: _Toc28785_ai_ai]注：各评价指标均为对应测试数据上的平均值。测试集数据以npz格式存储，扩展泛化集数据以jpg格式存储。
[bookmark: _Toc21404]4.4 可视化农作物分类系统展示
本文为所构建的联邦协同训练系统设计开发了基于PyQt5的桌面端可视化交互界面，包含训练结果分析与农作物图像分类识别两大功能模块。
1、 训练监控分析模块
可视化系统以联邦学习客户端协同训练平台为主界面，采用纵向分区布局。顶部展示校徽标识与平台标题，右侧设有"使用帮助"按钮供用户查阅参数释义与操作说明。界面中部为训练参数配置区，第一行提供聚合算法（FedProx（动态）/FedProx/FedAvg）、网络模型（MobileNetV2/ResNet18/CNN/DNN）、数据集（CIFAR-10/Crop）三项下拉选择；第二行提供全局轮次、客户端数和FedProx近端项值等参数设置，各参数均支持自定义输入。配置区下方为控制按钮区，包含"开始训练"等操作按钮。界面下部为训练状态监控区，显示当前训练状态、通信轮次进度、当前准确率与训练损失，并配有进度条直观展示训练进展百分比。最下方为运行终端区，以日志形式实时输出训练过程中的全局通信轮次、全局模型评估结果等信息。训练完成后，用户可点击查看训练结果分析弹窗，展示训练曲线图与性能指标表格，并支持导出数据与图表。
[image: ]图 4-3 联邦学习客户端协同训练平台主界面
二、农作物图像分类识别模块
分类识别界面标题为"农作物识别分类系统"，采用上下分区布局。上方为模型配置与图像上传区，提供"加载训练模型"按钮供用户手动选择本地模型文件、"重置默认模型"按钮一键恢复最优模型，以及"选择待测图片"按钮供用户上传农作物测试图像，各操作均配有状态标签实时反馈当前模型与图片状态。系统启动时自动加载训练完成的最优全局模型（MobileNetV2，FedProx完整方案，准确率90.33%）。下方为左右分栏布局：左侧为图像预览区，展示用户上传的待测农作物图像，支持JPG、PNG等常见格式；右侧为分类推理与结果区，包含"开始预测分类"按钮及结果展示文本框，如图4-4所示。
用户点击"开始预测分类"后，系统调用全局模型进行前向推理，将预测类别（水稻、小麦、玉米）、置信度百分比及推理耗时返回至文本框展示。系统同时支持Top-3预测结果展示，当最高置信度低于0.4阈值时提示"置信度较低，结果不确定"，避免低置信度误判对实际应用造成影响。
[image: ]图 4-4 农作物图像分类界面
[bookmark: _Toc26542]4.5 本章小结
本章围绕系统实验验证展开了分层递进式的阐述。首先在4.2节以CIFAR-10为标准平台独立验证了动态近端约束衰减机制的算法有效性，为后续全组件实验提供了控制变量依据。随后在4.3节中以Crop农作物数据集为测试平台，按照逐步叠加组件的消融思路，系统量化了预训练迁移、动态衰减与Mixup混合增强三个组件各自的独立贡献及其协同效果。实验结果表明，本文所提的三个组件均对识别性能产生了可验证的正向增益，其中预训练迁移贡献最为显著，动态衰减与Mixup在此基础上实现了进一步的稳定提升。ResNet18模型完整配置下FedProx（动态）在Crop数据集上的测试准确率达到了86.62%，MobileNetV2模型完整配置则达到90.33%。


[bookmark: _Toc10174_ai][bookmark: _Toc25144][bookmark: _Toc223595403]第5章 总结与展望
[bookmark: _Toc223595403_ai_ai][bookmark: _Toc12685][bookmark: _Toc27803_ai_ai]5.1 总结
本文针对联邦学习在农作物图像识别任务中面临的小样本收敛困难与Non-IID数据客户端漂移两类核心挑战，从模型适配、数据优化与算法改进三个层面构建了一套面向农业图像识别的联邦协同训练方法，并实现了完整的系统。
在模型适配层面，以MobileNetV2和ResNet18作为轻量化主干网络，针对农作物图像的输入尺寸与类别分布特点对网络结构进行适配，在保证识别精度的同时降低了边缘设备的计算与通信开销。
在数据优化层面，引入基于ImageNet的预训练权重迁移机制作为联邦客户端模型的初始化起点，使各客户端无需从随机权重重新学习通用视觉特征，在小样本联邦数据条件下显著加速了模型收敛并改善了全局聚合的参数一致性；同时结合Mixup数据增强策略，通过样本插值扩充有效训练分布，进一步缓解了小样本场景下的过拟合问题。
在算法改进层面，针对标准FedProx固定近端约束系数难以适应训练动态变化的局限，提出了动态近端约束衰减改进算法，根据当前训练阶段自适应调整约束强度：训练初期施加较强约束以保证聚合方向的稳定性，收敛阶段逐步放松约束以充分挖掘本地数据信息，有效缓解了Non-IID数据分布下的客户端漂移问题。
实验结果表明，在CIFAR-10标准基准上，动态近端约束衰减机制展现了优异的算法稳定性，相较于FedAvg基线获得了4.75个百分点的净提升。在三类农作物图像识别的核心任务中，通过联邦隐私协同训练，完整方案在ResNet18和MobileNetV2上分别达到了86.62%和90.33%的识别准确率，相较于基线方案（62.12%）实现了显著提升。上述结果充分验证了"预训练迁移+动态约束衰减+Mixup增强"三位一体策略在农业边缘场景下缓解数据异构与小样本困境的实际有效性。
[bookmark: _Toc223595404_ai_ai][bookmark: _Toc2023_ai_ai][bookmark: _Toc7462]5.2 展望
尽管本文所提方法在联邦农作物图像识别任务中取得了一定成效，受数据规模、计算资源与研究周期的限制，仍存在若干值得进一步深入的方向。
当前农作物数据集的规模相对有限，各类别样本量较少，在一定程度上制约了联邦模型的特征泛化能力。后续研究可通过引入多样化的数据增强策略，或进一步扩充涵盖不同地区、不同生长阶段的农业图像数据，提升模型在真实复杂场景下的识别鲁棒性。
在算法设计层面，本文对动态近端约束系数的调整策略进行了初步设计，其理论收敛性证明仍有待补充完善。未来可结合优化理论对FedProx的收敛条件进行严格分析，并探索基于客户端梯度相似度、参数偏差范数等信号的更精细化自适应调节方案，进一步提升算法在极端异构场景下的稳定性。
此外，本文当前的联邦系统基于同步参数平均聚合，在面对设备异构与通信带宽受限的实际农业物联网环境时，聚合效率与通信开销仍有优化空间。结合模型压缩、梯度稀疏化或异步联邦等技术路线，有望进一步提升系统在资源受限农业终端设备上的实际部署适用性。

西北农林科技大学本科毕业论文
作者简历
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